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一种基于LSTM循环神经网络和振动测试的
结构损伤检测方法
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摘 要：提出一种基于长短期记忆（LSTM）循环神经网络的损伤检测方法，通过直接提取结构动态测试时域数据中

的特征实现结构的损伤识别，基于不同损伤情况的重力坝有限元模型生成的加速度数据对LSTM网络进行在不同噪

声水平下进行训练和测试，采用网格搜索方法对网络超参数进行优化。数值试验和试验室悬臂梁振动试验结果表明

基于LSTM的损伤检测方法具有很高的损伤识别准确率和抗噪能力，其性能相对传统的循环神经网络（RNN）和门控

循环单元（GRU）神经网络，不同损伤工况测试准确率均有提升，最高达16.25 %。
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A Structural Damage Detection Method Based on LSTM
Recurrent Neural Network and Vibration Testing

WANG Zifan , ZHANG Jianfei
( College of Mechanics and Materials, Hehai University, Nanjing 211100, China )

Abstract : A damage detection method based on long-short term memory (LSTM) recurrent neural network is
proposed. The structural damage identification is realized by directly extracting the features in the time-domain data of
structural dynamic tests. The LSTM network is trained and tested under different noise levels based on the acceleration data
generated by the finite element model of a gravity dam under different damage conditions. The grid-search method is used to
optimize the network parameters. The results of numerical simulation and cantilever vibration test show that the damage
detection method based on the LSTM has high damage identification accuracy and anti-noise ability. Compared with the
traditional recurrent neural network (RNN) and gated recurrent unit (GRU) neural network, the test accuracy of the LSTM in
different damage conditions is raised and the maximum increase is up to 16.25 %.
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工程结构的稳定性关系着人民福祉。因此如何

及时有效的对结构进行损伤检测也成了学术界一个

热点课题。如超声波或射线等传统损伤检测技术的

探测范围有局限性，其对于结构内部或者人力、机械

难以达到的部位探测效果欠佳。相比于传统检测技

术，基于结构动态响应的损伤检测技术则具有很大

的优越性，它利用采集到的振动信息来检测结构损

伤，不仅经济性强，且无需打断结构的连续使用。结
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构振动信息包括诸如位移、加速度等的时域信息以

及诸如频率、振型等的频域信息。目前，学者普遍使

用基于频域信息的结构损伤识别方法，该方法比较

损伤前后根据振动响应数据识别出的结构模态参

数，通过其差异来识别损伤[1]，或是借助神经网络[2]、

模型修正[3]等手段进行损伤识别。使用时域数据进

行结构损伤检测的基本思想则是利用时域分析模

型，通过模型提取结构的振动响应在时域上的特征

对损伤进行判定[4]。由于这种方法使用测量到的时

域数据直接进行识别，无需进行数值转换，所以其结

构响应中与损伤相关的特征不会产生数值误差具有

更强的适应性。

目前，很多深度学习模型已经被应用到基于时

域数据的异常检测之中，2015年，Serkan等[5]首次将

一维卷积神经网络用于病人特定心电图（ECG）的分
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类和检测，其结果表明卷积神经网络对于心室异位

搏动（VEB）和室上异位搏动（SVEB）的检测上具有

很好的分类性能，其分类准确率分别达到99 %以及

97.6 % ；赵建鹏等[6]利用长短期记忆（Long - short

Term Memory，LSTM）循环神经网络，对旋转机械的

不同故障种类进行了分类判别及预测。结果表明，

与支持向量机等传统时域分析模型相比，LSTM 模

型的性能更强。目前对于进行结构损伤检测的深度

学习模型研究较少，2018年，李雪松等[7–8]建立了卷

积神经网络桥梁损伤识别模型，其结果表明卷积神

经网络具有在噪声和弱激励环境下良好的识别能

力。Lin等[9]将卷积神经网络用于简支梁的损伤检

测，结果表明网络可以从低电平波形信号中自动提

取特征，在有噪声的数据上表现出较高的识别损伤

的准确度。

本文基于LSTM循环神经网络提出了一种结构

损伤检测方法，利用LSTM循环神经网络直接提取

某重力坝有限元模型结构加速度时序数据中的特征

进行损伤识别；并使用不同噪声水平的加速度数据

对模型进行测试；采用网格搜索算法对LSTM循环

神经网络超参数进行优化；最后通过悬臂梁振动试

验，生成试验数据对网络进行训练和测试。

1 LSTM循环神经网络的基本原理

深度学习模型作为一种自动提取特征的学习模

型，可以通过非线性变换将初始的底层特征表示转

化为高层特征，从而挖掘出更深层次的规律。循环

神经网络（Recurrent Neural Network，RNN）率先将

在网络结构中引入了时序设计，是增加了自身输出

指向输入的循环连接的人工神经网络[10]，适用于对

于时序数据进行建模及序列识别。但是RNN网络

中存在梯度消失和梯度爆炸的问题[11]，导致RNN不

具备良好的长期学习能力，为了解决这个问题，

Hochreiter 等[12]在 1977 年首次提出了长短期记忆

（Long-short Term Memory，LSTM）模型。LSTM 模

型通过内部一条稳定无损耗的梯度流缓解梯度消

失，同时通过复杂的函数计算缓解梯度爆炸。目前，

LSTM循环神经网络广泛应用于如语音识别[13]及语

言模型[14–16]等的序列识别任务中。

一个基础的 RNN 包含输入层、隐藏层和输出

层。输入至输入层的是一段关于时间 t 的向量

( )…,xt - 1,xt,xt + 1,… ，其中 xt = ( )x1,x2,…,xN ，通过式

（1）和式（2），可以计算出隐藏层h及输出层y序列：

ht = fh (Wxhxt + Whhht - 1 + bh ) (1)

yt = fy (Whoht + by ) (2)

其中：f为激活函数；b为偏置向量；W表示连接权重

（比如Wxh表示输入层至隐藏层的连接权重）；t表示

时刻。

式（1）和式（2）表明了RNN可以有效地处理非

线性时间序列，但是，由于存在梯度消失或梯度爆炸

的问题[11]，RNN无法处理长时间的时间序列，LSTM

循环神经网络使用了记忆细胞来代替一般网络中的

隐藏层单元，有效缓解了梯度消失及爆炸问题，记忆

细胞的输入和输出都由一些门控单元来控制，这些

门控单元控制流向隐藏层单元的信息，保留前一个

时间步传来的真正有用的信息。经过长时间的演

化，目前应用最为广泛的LSTM循环神经网络细胞

结构如图1所示。

图 1 LSTM循环神经网络细胞结构

图 1 中：i、f、c、o、h分别代表输入门、遗忘

门、细胞状态、输出门以及隐藏层输出序列，其计算

方法如式（3）至式（7）所示；W和b分别为对应的连接

权重矩阵以及偏置；σ和 tanh分别为 sigmoid与双曲

正切激活函数；t表示时刻。

it = σ (Wxi xt + Whiht - 1 + Wcict - 1 + bi ) (3)

ft = σ (Wxf xt + Whfht - 1 + Wcfct - 1 + bf ) (4)

ct = ft ct - 1 + ittanh (Wxcxt + Whcht - 1 + bc ) (5)

ot = σ (Wxoxt + Whoht - 1 + Wcoct + bo ) (6)

ht = ottanh ( ct ) (7)

如前文所述，LSTM内部具有一系列门控运算，

这些复杂的运算会占用计算资源，故LSTM的改进

模型之一——门控循环单元（Gated Recurrent Unit，

GRU）应运而生[17]，它精简了门控设置，仅使用更新

门及重置门两个门控。更新门控制前一时刻流入本

时刻的接纳程度，重置门用于控制前一时刻信息流

入本时刻的舍弃程度。在实际应用中，GRU 与

LSTM有很强的可比性。
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2 基于LSTM的结构损伤检测

考虑到结构振动响应的多维时间序列数据特

征，本文构建LSTM循环神经网络的整体框架如图2

所示。

图 2 基于LSTM循环神经网络的大坝损伤预测框架

图中，C与H为LSTM细胞的状态和输出，Y为

经由连接权重计算所得到的输出。首先将经过经典

z-score标准化处理的整个时长的加速度时间序列数

据分割为样本序列，每个样本的序列长度取值为L，

则数据分割之后的每个样本序列数据，即各个测点

的加速度值X = { }X1,X2, ⋅ ⋅ ⋅,XL ，将样本序列输入到

LSTM记忆细胞中，经过神经网络隐藏层的特征提

取及传递后，通过最后一个LSTM单元将其输出至

输出层。输出层后加入全连接层，用以损伤工况的

识别分类。在本文中，全连接层使用激活函数

Softmax函数，这个函数的作用就是将每个损伤类别

所对应的输出归一化，其计算如式（8）所示。

S ( yi ) = y 'i = eyi
∑
j = 1

n eyj
(8)

式中：Y = { y1,y2, ⋅ ⋅ ⋅,yi, ⋅ ⋅ ⋅,yn}为神经网络的全连接

层输出，每个分量对应一种损伤工况。

训练LSTM循环神经网络的过程中使用了与反

向传播（Back Propagation，BP）算法类似的基于时间

的反向传播（Back Propagation Through Time，BPTT）

算法，首先按照式(3)至式(7)前向计算LSTM细胞的

输出，然后按网络结构以及时间两个方向反向计算

误差，使用基于梯度的优化算法更新连接权重矩阵。

本文的损失函数选择用于多分类的交叉熵损失函

数，即在 Softmax函数将神经网络的输出变成一个

概率分布后，通过交叉熵损失函数来计算预测的概

率分布和实际的概率分布之间的距离。如式 (9)

所示。

J = -∑
i = 1

K

pilogy 'i (9)

其中：K为多分类的种类数量，此处为损伤工况数；p

为真实概率，也就是如果损伤类别是 i，则 pi=1，否则

为0；y 'i为经由式（8）所示的Softmax函数计算得来的

输出值，即损伤工况 i的预测概率。

3 数值试验

3.1 试验数据

本节利用某重力坝的二维有限元模型，在坝底

施加横向及竖向的白噪声加速度来模拟环境激励，

生成大坝动力响应数据集。采用瑞利阻尼，计算时

间步长 0.005 s，数据集中加速度信号采样频率为

200 Hz。由于重力坝上游面的深层水平裂缝较为常

见，且具有更大的危害性[18]，故本文模型在上游面的

不同高程处设置深 2 m的水平裂缝，模拟损伤。下

游面在不同高程出设置10个测点，测量大坝的横向

加速度，坝体下游面测点位置和上游面裂缝位置如

图3所示。

图 3 有限元模型及测点和裂缝位置

损伤工况如表 1 所示。计算后共生成时长为

250 s的 9组不同损伤位置（含无损伤）的数据集，划

分20 %为验证集，每条数据由10个测点数据以及标

签组成，每组工况共生成5万条数据，以及时长为20

s的测试集数据。

3.2 参数优选

网络超参数的选取通常根据经验选取，为了达

到更好的效果，本文采取了网格搜索算法进行参数

优选。网格搜索算法是穷举法的一种，根据参数的

个数来确定网格搜索的空间维度，在每个维度上划

分网格，然后遍历所有的网格交叉点，根据网格交叉

表 1 损伤工况

工况

损伤 状况

0

无裂缝

1

裂缝1

2

裂缝2

3

裂缝3

4

裂缝4

5

裂缝5

6

裂缝6

7

裂缝7

8

裂缝8

一种基于LSTM循环神经网络和振动测试的结构损伤检测方法 129
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点所给出的结果来确定最佳参数。相比于其他的超

参数优化方法（比如粒子群算法、随机搜索算法等），

这种方法简单实用、效率高[19]。LSTM循环神经网

络的参数优选主要集中在 3个超参数：样本长度 L；

前馈网络层隐藏神经元数量，又称状态向量大小

Sstate以及控制网络调参幅度的学习率η，这 3个超参

数构成一个三维的搜索空间，通过网格搜索算法来

找到相对最优的超参数组合。其搜索过程可以主要

分为三步：首先固定相对重要性较低的超参数，比如

网络迭代的次数epochs，在本文中，迭代次数取100。

接着预设 3个超参数的取值范围，学习率的取值范

围是η∈[0.000 1，0.001，0.1]，样本长度分为 L∈[200，

150，100，50，20]，状态向量大小 Sstate ∈ [16，32，48，

64]。最后，设置目标函数为模型测试准确率最高。

优化结果如表2至表4所示，结果最大值为1。

可以看出，总体而言，相同学习率下及样本长度

下，较大的状态向量大小更容易获得较高的准确率；

样本长度在100或是150时，网络训练预测的效果相

对最好；学习率为 0.001时，所获得的模型训练预测

效果最好；学习率为0.000 1时，网络收敛效果较差，这是

由于过小的学习率导致损失函数的变化很慢，使得

网络很容易困在局部最小值点。选取前5组最优参

数，使其充分迭代 500次，对应的模型准确率如表 5

所示。最优参数的损失值以及准确率如图 4所示。

在选定了优化参数后，500次迭代模型准确率最高可

达到99.5 %，损失值最低达到0.094 7，说明LSTM循

表 2 η=0.000 1时网格搜索的优化结果

状态向量大小

16

32

48

64

样本长度

200

0.58

0.57

0.74

0.79

150

0.53

0.60

0.79

0.82

100

0.58

0.61

0.72

0.83

50

0.55

0.60

0.61

0.65

20

0.46

0.59

0.53

0.57

表 3 η=0.001时网格搜索的优化结果

状态向量大小

16

32

48

64

样本长度

200

0.77

0.87

0.89

0.54

150

0.62

0.90

0.91

0.99

100

0.85

0.64

0.89

0.99

50

0.82

0.77

0.90

0.91

20

0.59

0.74

0.89

0.88

表 4 η=0.01时网格搜索的优化结果

状态向量大小

16

32

48

64

样本长度

200

0.50

0.46

0.86

0.87

150

0.88

0.81

0.83

0.98

100

0.65

0.73

0.92

0.80

50

0.86

0.80

0.91

0.90

20

0.77

0.81

0.73

0.90

环神经网络结构损伤识别效果良好，几乎能精准识

别出每一个样本的工况状况。

3.3 不同循环神经网络的比较

为了验证LSTM循环神经网络在循环神经网络

表 5 网格搜索前5的参数组合以及其对应的工况准确率

排名

1

2

3

4

5

超参数

L

100

150

150

100

50

Sstate

64

64

64

48

48

η

0.001

0.001

0.01

0.01

0.01

验证

准确率

1.00

0.98

0.96

0.96

0.97

测试集工况准确率

0

1.00

1.00

0.96

0.96

0.98

1

1.00

1.00

1.00

1.00

1.00

2

1.00

0.96

0.98

1.00

1.00

3

1.00

0.99

1.00

1.00

1.00

4

1.00

1.00

0.98

0.95

0.98

5

1.00

1.00

0.96

0.96

0.99

6

1.00

0.98

0.96

0.96

0.96

7

1.00

0.99

0.97

0.99

0.99

8

1.00

0.99

0.99

0.99

1.00

图 4 最优参数组合下网络准确率以及损失
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中的优势，将LSTM循环神经网络中的隐藏层细胞

换为RNN和GRU结构，在相同的参数下迭代100次

进行比较，试验结果如图 5及表 6所示。可以看出，

与其他两种模型相比，LSTM在工况准确率上较高，

有四种工况（工况1、2、3、4）达到了100 %识别，其余

的工况也都显示出了较高的准确率，相比GRU提升

最高达 16.25 %，相比RNN提升最高达 15 %，GRU

与LSTM损失曲线趋势较为相似，但是LSTM循环

神经网络的损失最低达到0.14，GRU为0.15，这两种

模型的损失都有继续下降的趋势，但是由于选定的

优化超参数对于RNN模型来说并不合适，其损失在

后期出现了上升。在耗时上，LSTM循环神经网络

多于另外两个模型，主要是由于LSTM涉及的超参

数数量更多，网络结构相对较为复杂。

3.4 抗噪性

实际工程或试验中所获得的数据往往包括噪

声，目前对于测量噪声的模拟大部分都是基于零均

值且为正态分布的假设下进行的[20]。

表 6 3种循环神经网络的准确率和损失对比

模型

RNN

LSTM

GRU

验证

准确率

0.85

0.98

0.97

测试集工况准确率

0

0.84

0.93

0.80

1

0.94

1.00

1.00

2

0.95

1.00

1.00

3

0.98

1.00

1.00

4

0.98

1.00

0.99

5

0.82

0.92

0.80

6

0.88

0.91

0.96

7

0.90

0.94

0.95

8

0.99

0.99

0.94

损失

2.36

0.14

0.15

图 5 相同参数下3种循环神经网络的准确率和损失对比

本处研究中所使用的噪声也是基于零均值且为

正态分布的条件下生成的，生成的噪声是通过式

（10）计算得到[21]。

εn = εcorrect + ω × RMSε × p% (10)

式中：εcorrect 为原始的时域数据，ω为符合正态分布的

高斯白噪声变量，RMSε为原始时域数据的均方根

值，p %为噪声水平，、εn 为计算得到的噪声数据。

选取 4 种水平下的噪声（5 %，10 %，15 %及

20 %），将噪声数据加入原始数据集中进行训练预

测，充分迭代500次，所得到的验证集及测试集准确

率如表7所示。不同噪声水平下测试集的工况准确

率如表8所示。

表 7 各噪声水平下验证及测试集准确率

项目

验证集

测试集

无噪声

1

0.995

5 %
噪声

0.937

0.962

10 %
噪声

0.906

0.945

15 %
噪声

0.96

0.983

20 %
噪声

0.945

0.982

表 8 各噪声水平下测试集的工况准确率

工况

无噪声

5 %噪声

10 %噪声

15 %噪声

20 %噪声

0

1

0.86

0.87

0.94

0.96

1

1

0.99

0.99

1

1

2

1

1

1

1

0.99

3

1

0.98

0.99

1

1

4

1

0.98

0.98

1

1

5

1

0.96

0.94

0.98

0.97

6

1

0.87

0.88

0.98

0.98

7

1

0.91

0.80

0.97

0.97

8

1

0.95

0.92

0.98

0.98

从表中可以看出，加入了噪声数据使得LSTM

循环神经网络预测性能相比于无噪声数据有略微下

降，这是由于加入的噪声湮灭了一部分数据特征，但

是网络在各种噪声水平下预测准确率依然保持着较

高的水准，体现网络良好的抗噪鲁棒性。

4 试验验证

为了进一步验证方法的准确性，本文在实验室

进行了不同损伤工况下的悬臂梁振动试验，利用试

验数据进行方法验证。试验所选用的悬臂梁长度为
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1 200 mm，其无损情况下的横截面尺寸为 20 mm×

20 mm，损伤采用人工切割缝模拟，其损伤工况如表

9所示。试验采用电动振动台产生的随机激励模拟

有限带宽白噪声振动，激励的功率谱密度取 0.1

(m/s2)2/Hz，激振频率带宽为 5 Hz～1 000 Hz。悬臂

梁从自由端到固定端布置 7个加速度传感器（测点

1，2，3，4，5，6，7）采集悬臂梁水平加速度，其中固定

端的测点 7 所测量的数据是振动台台面水平加速

度。测点高度分别为1 200 mm，1 000 mm，800 mm，

600 mm，400 mm，200 mm和0 mm，其坐标系取固定

点为原点，向上为正。试验装置如图 6所示。悬臂

梁加速度采样频率为5 000 Hz，共生成时长为1 800

s的5组不同损伤位置（含无损伤）的数据，未重叠采

样，每条数据由7个测点数据以及标签组成，每组工

况共生成 790万条数据，组合后按照 8:1:1的比例随

机划分训练集、验证集以及测试集。根据第 3节的

结果，将样本长度设置为 500，学习率设置为 0.001，

图 6 试验装置

状态向量大小设置为64，构建LSTM循环神经网络。

充分迭代200次后其准确率及损失曲线如图7所示。

为了更加直观地看出预测结果，在每一种工况中随

机选择了一条没有参与训练的工况数据进行测试，

其损伤识别结果如表10所示。

表 9 悬臂梁试验损伤工况

工况

工况1

工况2

工况3

工况4

工况5

损伤情况

无损伤

单损伤，在高度500 mm处切割深4 mm缝1道

多损伤，在高度500 mm和900 mm处各切割深4 mm缝1道

多损伤，在高度500 mm和900 mm处各切割深4 mm缝1道，在高度300 mm处切割深2 mm缝1道

多损伤，在高度300 mm、500 mm和900 mm处各切割深4 mm缝1道

图 7 试验数据下网络准确率及损失

表 10 5个样本的识别结果

样本1

样本2

样本3

样本4

样本5

工况1

1

0.005

0.012

0

0

工况2

0

0.992

0.005

0

0

工况3

0

0.003

0.976

0

0

工况4

0

0

0.007

0.981

0.036

工况5

0

0

0

0.019

0.964

由图 7及表 10可以看出，200次迭代后验证集

的最高准确率达到了99.92 %，测试集准确率达到了

99.5 %，损失最低为0.002 2，每一种样本预测的工况

的概率与其他工况概率有着明显的差别，且与实际

工况一致。这说明了LSTM循环神经网络在实际试

验数据下依然能保持较好的损伤识别效果，几乎可

以准确识别每一个样本的工况。
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5 结 语

本文提出了一种基于长短期记忆循环神经网络

（LSTM）的损伤检测方法，并采用网格搜索算法进

行参数的优选，数值试验结果表明：本文提出的基于

LSTM循环神经网络的结构损伤检测方法能够有效

地识别结构的损伤，相比于传统的循环神经网络以

及门控循环神经网络，其识别准确率相对较优；

LSTM 循环神经网络在训练时对参数选取比较敏

感，基于网格搜索的参数优化方法效果较好，在选定

了优化参数后，识别准确率大幅提高；在不同噪声水

平的数据上的数值试验显示了本文的网络在验证集

和测试集上都具有较高的准确率，具有较好的抗噪

鲁棒性，表明了LSTM循环神经网络用于结构损伤

检测的可行性，同时通过试验室悬臂梁振动试验也

验证了本文方法具有优良的损伤识别能力。本文目

前对基于LSTM循环神经网络的结构损伤检测技术

只是进行了初步研究，今后需要进一步研究多裂缝

损伤识别、混合噪声抗噪性等问题，需要进一步通过

试验和实际工程对方法进行验证和改进。
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