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表 1 详细数据

编号

1

2

3

4

5

6

7

8

9

10

11

12

13

14

电机负载

0

0

0

0

0

0

0

1

1

1

1

1

1

1

故障位置

滚珠

滚珠

内圈

内圈

外圈

外圈

正常数据

滚珠

滚珠

内圈

内圈

外圈

外圈

正常数据

故障尺寸

0.007

0.014

0.007

0.014

0.007

0.014

0.007

0.014

0.007

0.014

0.007

0.014

图 4 轴承故障数据采集平台

验数据在每一种故障位置的故障直径均包含 0.007

英寸和 0.014英寸，并且分别在电机在 0负载以及 1

马力负载的情况下采集数据，采样频率为12 kHz。

实验开始之前，对实验数据进行预处理。每0.1

秒采集一次数据，即每 1 200个数据点组成一个样

本，并且分别用不同负载下的实验数据构建两个数

据集A、B以及综合两个数据集得到数据集C作为本

次实验的原始样本数据。其中 75 %的数据作为训

练数据，剩余部分作为测试数据。然后对所有数据

进行快速傅里叶变换(FFT)得到振动信号的频域

数据。

3.2 实验结果与分析

本次实验中，首先将数据进行归一化处理，通过

实验经验，采用两层的自编码网络进行训练，节点数

为 1 024～800～400，ε学习率为 0.01。既可以降低

深度神经网络模型的复杂度，也能够提升特征学习

的效率。为了验证该深度神经网络学习模型性能的

优越性，我们利用主成分分析法(PCA)，对原始数据

和提取的特征数据从高维空间映射到三维空间，由

于A，B数据集原始数据特性相似，均为单一负载下

采集的数据。因此只给出数据集A通过SAE进行故

障特征提取的可视化结果如图 5－图 7所示。该三

维空间横纵坐标及高度分别表示为特征通过 PCA

算法的第一主元，第二主元和第三主元。

图 5 数据集A原始数据可视化

图 6 数据集A的第一隐含层特征可视化

图 7 数据集A的第二隐含层特征可视化

由图 5可以看出，不同类型的原始数据在空间

内相互交叠，这种情况完全无法分析数据的类别。

图 6－图 7显示了原始数据采用深度自编码网络训

练得到的内在特征信息，相比于原始特征，具有明显

的可识别性，能够精确地区分出不同类别的数据。

考虑到在实际情况下，同一种故障可以是由不同负

载下产生的，因此图 8表示数据集C的原始数据可

视化结果，图 9表示利用SAE模型对数据集C进行

故障特征提取的可视化结果。

从图 8可以看出，原始数据的分布依旧集中在

一起。从图 9可以看出，通过自编码网络模型逐层

的特征提取之后，不同类型的数据已经逐渐分离出
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图 8 数据集C原始数据可视化

图 9 数据集C第二隐含层特征可视化

来，虽然有重合的部分，但这是一种相对发散的状态

而不是集中的形态。通过对比，即使是更加复杂的

多工况多负载的情况依然能有很好的特征提取能

力。显然地，原始数据通过深度自编码网络训练得

到其内部特征后，更加容易进行分类。这种良好的

表现源于深度自编码网络优秀的特征提取能力。

为了进一步验证深度自编码网络算法性能，我

们将轴承数据按如下四种方式进行处理，然后传输

到SVM模型进行分类识别。

(1) 原始数据直接输入；

(2) 选取常用的振动峭度作为单变量特征输入；

(3) 提取数据的多变量特征，包括最大值，最小

值和峰值等12组特征作为输入；

(4) 深度自编码网络的训练得到的特征表达作

为输入。原始数据通过以上四种数据处理方式后，

传输到分类器进行分类。比较不同方法下故障识别

的准确率。每种处理方式均进行10次随机试验，实

验结果如下图所示。

表 2 多种测试方法测试结果

方法

1

2

3

4

故障识别准确率/(%)

数据集A

42.5

62.8

84.7

100

数据集B

47.3

63.2

86.6

100

数据集C

37.6

55.4

80.9

98.7

由表 2可知，方式(1)的故障识别的准确率低于

50 %，效果最差,表明 SVM模型对原始数据的分类

识别效果不佳。当选择峭度作为输入时，效果依旧

不够好，SVM模型对单特征变量数据的故障识别能

力有限。采用方式(3)多变量特征输入时，故障识别

能力高于方式(2)的单一特征。这表明多变量特征

的数量和种类直接影响分类器的故障识别效果但识

别效果在80 %到90 %之间，仍然有待提高。这说明

了如果我们需要更高的识别能力的话我们就要去提

取更多类型的特征，这有违智能故障诊断的意图且

效率低下。而方式(4)采用深度自编码网络提取的

数据特征进行分类，故障识别的准确率一直保持在

95 %以上，分类识别的效果明显优于前面三种方法。

4 结 语

本文采用深度自编码网络的故障诊断方法，将

深度学习强大的特征提取能力应用于轴承设备的故

障诊断，通过实验比对证明了该方法的有效性，结果

表明：

(1) 所提出采用的算法能实现故障数据特征的

自动提取和维数约减，避免了过于依靠对专家经验

诊断和复杂信号处理技术的依赖。

(2) 所提出方法使用逐层贪婪训练加微调的方

式，成功挖掘出高维样本特征，有效克服梯度消失和

局部极值问题，提高了故障时别效果和泛化能力。

(3) 通过对滚动轴承故障诊断实验，与传统机器

学习方法的比对，证明该方法在该故障诊断上有

效性。
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