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摘 要：针对滚动轴承在恶劣环境影响下，其特征信息难以被有效提取出来的问题，提出一种基于局部均值分解

(Local Mean Decomposition，LMD)和多尺度模糊熵(Multiscale Fuzzy Entropy，MFE)的滚动轴承故障诊断算法。首先，

利用LMD对轴承振动信号进行分解，得到一系列乘积函数(Product function，PF)分量，并与经验模态分解(Empirical
Mode Decomposition，EMD)进行对比，分析其优越性；然后对每一个分量分别提取MFE特征，同时与多尺度样本熵

(Multiscale Sample Entropy，MSE)进行对比，分析MFE的优越性；最后结合各个轴承状态的类间平均距离对多个尺度

因子下的熵值进行优选，筛选出可分性良好的敏感特征集，并输入到离散隐马尔科夫模型(Discrete Hidden Markov
Models，DHMM)模式分类器中对轴承故障类型进行诊断识别。实验结果表明，所提出的基于LMD和MFE的轴承故障

诊断算法能较好识别出多种轴承故障类型。
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Abstract : In poor environment, the rolling bearing characteristic information can hardly be extracted effectively. In
this paper, a rolling bearing fault diagnosis method based on local mean decomposition (LMD) and multi-scale fuzzy entropy
(MFE) is proposed. Firstly, LMD is used to decompose the vibration signals into a series of product function (PF)
components and the result is compared with that of the empirical mode decomposition (EMD). The superiority of this
method is analyzed. Then, the MFE of each component is extracted and compared with the multi-scale sample entropy
(MSE). And the superiority of the MFE method is analyzed. Finally, the best sensitive feature sets are extracted based on the
maximum value of average distances between different states. The best sensitive feature sets are input into discrete hidden
Markov models (DHMM) and the fault identification of the bearing condition is completed. Experimental study has shown
that this bearing diagnosis algorithm can effectively extract the bearing fault feature information.
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滚动轴承作为旋转机械设备中常出现故障的零
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件，其故障诊断研究对保障操作人员安全以及机械

设备可靠运行具有重要的意义[1]。

2005年，Smith提出一种局部均值分解法，该方

法类似于EMD算法的信号自适应分解和时频分析

方法[2]。LMD通过信号局部极值点处理信号，将信

号分解为不同频率段的PF分量之和，PF分量为一对

调频信号和包络信号的乘积。LMD算法在旋转机
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械故障诊断领域得到了一定的应用[3]。程军圣等[4]

人在齿轮、滚动轴承故障诊断过程中，发现了振动信

号的故障特征信息，提出了基于LMD与神经网络的

诊断算法。Chen等在样本熵的基础上提出了模糊

熵算法，模糊熵和样本熵均是用来表征多维数下信

号生成新序列的概率以及时序信号复杂程度[5]。而

由于模糊熵利用隶属度函数替代了样本熵运算中硬

阈值判据，降低了熵值计算中模糊熵随参数变换的

敏感程度。同时，分析信号在单一尺度层面上存在

单一性，多尺度算法具有高效率、收敛性好和精度较

高等优点[6]，广泛应用于语言识别领域的HMM，作

为一种信号动态模式分析的统计工具，目前在故障

诊断领域也得到了广泛应用[7–8]。因此，考虑基于信

号的LMD与多尺度模糊熵相结合的敏感特征提取

手段，结合 HMM 识别模型对轴承类型进行诊断

识别。

1 故障诊断关键技术

1.1 局部均值分解

LMD作为一种信号自适应分解方法，利用原信

号的所有局部极值点来求解得出全部的局部均值与

包络估计值，将信号分解为一系列AM-FM信号，为

具有物理意义的 PF分量之和[3]。LMD的分解流程

如图1所示。

图 1 LMD分解流程图

在轴承故障期，其振动信号包含了一些调制现

象和低频冲击脉冲，利用LMD算法能有效地将其中

包含故障特征的调制信息解调出来。为了进一步提

取出振动信号中所包含的故障特征信息，下一步研

究信号自身熵的特征提取方法。

1.2 多尺度模糊熵

由于模糊熵利用隶属度函数替代了样本熵运算

中硬阈值判据，降低了熵值计算中模糊熵对参数变

换的敏感程度，而且由于运算前模糊熵对信号作了

均一化处理，避免了信号出现基线漂移的现象[6]。样

本类间距离对度量特征向量间可分性起着重要的作

用，分析多尺度模糊熵特征类间距离，类间距离越

大，表明提取得到的特征向量可分性越好，更有利于

进行模式识别。本文以各状态的类间最大平均距离

为标准，选择最优的尺度因子进行后续分析。多尺

度模糊熵计算过程如下：

首 先 ，粗 粒 化 计 算 所 给 时 序 信 号

X={ x1、x2、…、xN}，接着计算各尺度下的新数据

Y ={ y ( τ )
j }的模糊熵值。

y ( τ )
j =

1
τ ∑
i = ( j - 1 ) τ + 1

jτ

xi；1 ≤ j ≤ N
τ

(1)

式中：τ称为尺度因子，本文取值为20。上述时间序

列从X到Y的转换称为粗粒化。

其次，计算各个信号模糊熵，其过程为：

(1) 对于去均值化之后的时序信号 u1、u2、…、uN

重新构造成一个m维向量，得出一组样本集，新时序

信号为

x ( i ) =[ ui ,ui + 1,…,ui+m- 1] ,    i = 1～N - m + 1 (2)
(2) 计算样本集中任意两个不同样本 x ( i )和

x ( j )之间的距离dij
dij = d[ x ( i ) - x ( j ) ] =max |ui+ k - uj + k|
0 ≤ k ≤m - 1; j, i = 1～N - m, j ≠ i (3)

(3) 通过模糊函数 μ ( dmij ,n,r ) = e-( dmij /r )n定义上述

样本间的相识度为Dij( r )，求其平均值Bi
m( r )

Bi
m( r ) = 1

N-m- 1 ∑
j = 1

N-m+ 1
Dij( r ) (4)

其中：r和 n分别为模糊函数边界的宽度(相似容限)
和梯度。定义样本的平均相似度ϕm( r )

ϕm( r ) = 1
N-m∑i = 1

N-m

Bi
m( r ) (5)

(4) 当重构维数等于m+ 1时，根据相同原理可

求得ϕm+1( r )；
(5) 对原始时序信号模糊熵的定义如下

FuzzyEn (m,n,r,N ) = -lnϕm+1( r )
ϕm( r ) (6)

由于机械运行工况的影响，采集到的振动信号

多包含环境噪声，导致低频段的故障特征信息被淹

没，多尺度模糊熵具有良好的抗噪和抗干扰性能，结

合类间最大平均距离标准能有效提取出原始振动信

号中包含的故障特征信息。

1.3 DHMM识别模型

为了对采集到的振动信号进行直观的分析，以

提取出来的故障特征信息集为样本，引入隐马尔科

夫模型进行轴承状态识别处理。考虑到本文选择的

输入样本为离散型数据，故文中HMM特指DHMM。

HMM是在Markov链的基础上发展起来的一个

双重随机过程[7]。包含N个隐含状态的HMM数学

模型可表示为λ= ( A,B,π )，其中π为隐含状态的初

始概率分布，A是模型隐含状态变化的初始转移概
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率分布，B是当隐含状态为qt时的观测值概率矩阵。

应用HMM方法对轴承故障诊断时，轴承的每

一种故障类型λi (1 ≤ i ≤w)是一个隐含状态，提取出

来的多尺度模糊熵对应于 HMM 中的可见状态序

列，设置HMM模型的初始化参数，识别过程如图 2

所示。

图 2 DHMM智能识别过程

2 实验装置及数据采集

在故障模拟实验台上进行实验验证，传感器布

置如图3所示。

图 3 实验传感器布置图

在实验过程中，轴承振动信号的数据通过加速

度振动传感器采集，轴承正常状态、内圈点蚀故障、

外圈点蚀故障以及滚动体点蚀故障振动信号的模拟

通过在实验台上更换相应类型轴承来实现。

设置采样频率为 10 kHz，采集得到的轴承振动

信号时域图如图4所示。

3 振动信号分析

利用采集到的四种不同状态下轴承的振动信号

进行诊断算法研究。由于篇幅有限，以内圈点蚀故

障信号为例进行说明，对采集到的内圈点蚀振动信

号进行LMD分解，分解得到一个残余分量R和四个

PF 分量，分解时间为 0.105 5 s，分解结果如图 5

图 4 4种状态下轴承振动信号时域图

图 5 内圈故障振动信号LMD分解结果

所示。

为了分析LMD算法在轴承故障诊断应用中的

优越性，把LMD和EMD进行对比。内圈点蚀信号

的EMD分解结果如图6所示。

得到9个 IMF分量和一个残余分量R，分解时间

为0.220 2 s。同时，LMD分解过程中直接得到各PF

的瞬时时频，EMD 分解后利用 Hilbert 变换得到各

IMF分量的瞬时时频，分析两种算法在端点效应方

面的差异性，瞬时时频对比图如图7和图8所示。

从分解层数和分解时间上看，LMD 相比于

EMD，减少了迭代次数和分解时间，提高了算法的

实时性，同时也减少了多次迭代后造成的误差延伸；

从瞬时频率曲线来看，LMD分解得到的信号两端波

动小，信息保存完整，根据EMD分解得到的时频图

上两端波动较大，并且有部分信号缺失。综上所述，

本实验验证了LMD在实时性、端点效应抑制和信号

保真方面优于EMD。

下面对分解得到的一系列 PF分量分别计算多

尺度模糊熵特征，在计算模糊熵前需要初始化参数，

由于嵌入维数m取值过大会导致需要的数据点过

多，因此一般取值为2，与此同时，为了提高抗噪性并

基于LMD-MFE和DHMM的滚动轴承故障诊断算法 171
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图 6 内圈故障振动信号EMD分解结果

图 7 LMD分解信号瞬时时频图

图 8 EMD分解信号瞬时时频图

且较好地保留信号信息，本文对于相似容限取

r = 0.15 σ(σ为时序列信号的标准差)、模糊函数边界

的宽度n=2。四种轴承状态下信号的多尺度模糊熵

值如图9所示。

每种类型各取一个样本。同时，为了说明多尺

度模糊熵特征提取算法的优越性，以内圈点蚀故障

信号为例进行说明，取 3个样本分别计算多尺度模

糊熵和多尺度样本熵值并进行对比，如图10所示。

由图 9可知，当尺度τ较小时，四种轴承状态下

信号的多尺度模糊熵值相对较大，呈现无规律性；而

随着尺度τ增大，模糊熵值呈现稳定趋势，各类故障

的熵值呈现一定的分层现象，并且故障轴承熵值明

显增大。因此不同类型的轴承信号的区分可以通过

模糊熵值的变化规律以及趋势反映。

图 9 四种轴承状态信号的多尺度模糊熵值

图 10 内圈故障MFE和MSE对比图

从图10可看出，随着尺度τ增加，多尺度模糊熵

相比多尺度样本熵，曲线更加平稳和光滑，提取出的

特征信息具备更好的稳定性和一致性，证明了多尺

度模糊熵相对于多尺度样本熵的优越性。

当尺度因子τ = 9时，各故障的类间平均距离最

大，为 0.778。因此，本文提取出四种轴承信号在

τ = 9时的模糊熵作为后续识别模型的特征向量。

DHMM建模时采用四个隐含状态，记作λ1、λ2、

λ3、λ4，分别代表正常状态、内圈点蚀故障、外圈点蚀

故障以及滚动体点蚀故障状态。模型观测序列是通

过计算第 9个尺度模糊熵后得出的四维特征向量，

选择左右型 DHMM 模型，初始概率分布矢量

π =[1,0,0,0 ]；初始状态转移概率矩阵为

A =
é

ë

ê
êê
ê

ù

û

ú
úú
ú

0.5 0.5 0 00 0.5 0.5 00 0 0.5 0.50 0 0 1
基于DHMM识别模型初始观测值概率B的设

置可以选择随机方式初始化概率值，也可以选择均

匀方式初始化概率值。本文B在MATLAB中利用

函数 rand随机得到。

将从轴承信号中提取的多尺度模糊熵特征信息

作为多观察样本序列，DHMM识别模型的训练样本

从四种状态各 75组共 300组特征向量中随机选择。

本文迭代次数选取为 50，收敛误差为1 × 10-4。在

DHMM训练过程中，针对最大似然概率 P (O|λ )太
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小的问题，计算其对数值 lgP (O|λ )。四种轴承状态

下的DHMM训练曲线如图 11所示，由图可知伴随

训练迭代次数的增加，得出的最大对数似然概率值

也在不断增大。

图 11 四种轴承状态下的DHMM训练曲线

在完成四种DHMM识别模型训练后，将剩余的

100组多尺度熵特征向量输入到完成训练的DHMM

模型中测试，观察样本的推理概率通过Viterbi算法

来近似计算。对于训练好的DHMM识别模型，认定

样本类型等同于给定模型的类型，若计算得到的观

察样本对数似然概率值大，则说明该样本与给定模

型的相似程度高。根据 DHMM 状态识别模型，

LMD-MFE和LMD-MSE两种算法下四种轴承状态

下测试样本的识别率统计结果如表1和表2所示。

表 1 四种状态下轴承模糊熵特征识别结果统计

状态

正常

内圈

外圈

滚动体

正常

24

0

1

0

内圈

1

23

0

0

外圈

0

1

24

0

滚动体

0

0

0

25

识别率/(%)

96

92

96

100

表 2 四种状态下轴承样本熵特征识别结果统计

状态

正常

内圈

外圈

滚动体

正常

24

0

1

1

内圈

1

23

1

0

外圈

0

1

23

0

滚动体

0

0

0

24

识别率/(%)

96

92

92

96

对比表 1和表 2可知，LMD-MFE特征提取算法

比LMD-MSE算法多正确识别出一个外圈故障和一

个滚动体故障类型轴承，基于LMD-MFE算法的轴

承类型总体正确识别率要高于LMD-MSE算法，证

实了LMD-MFE算法的优越性。在每组25个测试样

本中，正常类型中存在一个样本被错误识别为内圈

点蚀类型，内圈点蚀类型中存在 1个样本被错误地

识别为外圈点蚀类型，外圈点蚀类型中存在一个样

本被错误识别为正常类型。实验数据表明，基于

LMD-MFE和DHMM的滚动轴承故障诊断算法对

四种类型轴承状态的总体识别正确率达到92 %，表

明该算法对于滚动轴承故障诊断是有效的。

4 结 语

本文采用基于LMD和多尺度模糊熵的滚动轴

承故障诊断方法，对采集到的振动信号进行LMD分

解，通过与EMD算法进行对比分析，发现LMD在实

时性、端点效应抑制和信号保真方面要优于EMD；

然后计算得到四种轴承类型信号的各个PF分量的

多尺度模糊熵特征，与多尺度样本熵进行对比分析，

从稳定性和一致性方面证明了多尺度模糊熵的优越

性；同时以类间最大平均距离为准则，选择τ = 9时的

模糊熵作为信号敏感特征集，最后基于DHMM识别

模型对各个轴承类型进行诊断识别。实验研究表

明，基于LMD-MFE和DHMM的滚动轴承故障诊断

算法对四种类型轴承状态的总体识别正确率达到

92 %，表明该算法对于滚动轴承故障诊断是有效的。
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